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ANDMEKAEVANDAMINE

SISSEJUHATUS

Andmete maht, mida oleks vaja t66delda, kasvab pidevalt. Kimmekond aastat tagasi peeti
utoopiliseks  analllsitavaks andmemahuks gigabaite. Ténaseks haldavad paljud
rahvusvahelised korporatsioonid terabaitides andmeid, suurematel neist tuleb juba opereerida
petabaitidega. limselt ei ole siin midagi imestada — andmete maht peabki kogu aeg kasvama,
sest salvestatakse pidevalt ajalugu (mis peab jéadvustuma, isegi kui hetkel ei osata seda kdige
otstarbekamalt kasutada) ning tanast paeva, mille kohta iga hetk aina rohkem informatsiooni
talletatakse. Lihtsaimaks nditeks on ostukeskused — iga triipkoodiga kassast 1abi ldinud kaup
salvestatakse unikaalselt andmebaasi, nénda kdikide kassade ning ketis olevate poodidega.
Mbistagi muutub taolise andmehulga analliis pidevalt keerulisemaks. Seetottu oleks
andmehulkade paremaks tdétlemiseks hadasti tarvis uusi suundi ning ideid, s.t mitte ainuit
optimeeritumaid algoritme, vaid pigem erisuguseid lahenemisviise. Suurenenud informatsiooni-
hulka oleks tarvis pédrata koondatud teadmiseks ning ellu rakendada. Valdkonda, mis just selle
probleemiga tegeleb, nimetatakse andmekaevandamiseks.

ANDMEKAEVANDAMISE OLEMUS

“Mine sinna — ei tea kuhu, too seda - ei tea mida!” (Vene muinasjutt)

Andmekaevandamine (data mining) ei erine pdhimbtete poolest traditsioonilisest
kaevandamisest — teatud oskusteabe ning vahendite abil piltakse pinnasest katte saada
vaartuslikke maavarasid. Andmete puhul tédpselt samamoodi: kindla oskusteabe ning vahendite
abil proovitakse suurest andmehulgast kétte saada vaartuslikku ning isegi ootamatut
informatsiooni. Eesmargiks viimasest saadud teadmist edukalt ka mingis kindlas valdkonnas
rakendada.

Julgeksin Usna kindlalt ka vaita, et niisama loomulik kui tdna on traditsioonilises kaevandamises
erinevad load, keelud ja piirangud, ei ole viga kaugel ka ajaloo kordumine andmekaevanduse
kontekstis. Privaatsuspoliitika ning paranoiline (paraku tihti mitte ka alusetu) hoiak erinevate
eraeluliste andmete kogumisele on juba kdesoleval hetkel tekitanud avalikke diskussioone
erinevate andmete analliusimise eetikas, seda ka Eestis. Téepoolest, iga turundusdirektori
unistus oleks ekspluateerida klientide alateadvust ning panna neid seelébi rohkem ostma.
Lahemalt selle lle arutledes vaib siiski jduda tddemuseni, et tegelikult ongi alati plilitud seda teha
— lihtsalt vahendid on olnud teised.
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Loodetavasti kirjeldabki ,andmekaevandamine” kdige paremini juba termini enda labi ning
traditsioonilise kaevandamise analoogia abil tegevuse p&hiolemust.
Kirjanduses on valja pakutud mitmeid erinevaid laiemalt levima ja&nud definitsioone:

» etapp teadmushdéives, mille Uldine eesmark on leida andmetest paikapidavaid, uudseid,
potentsiaalselt kasulikke ning I18ppkokkuvdttes mdistetavaid mustreid [1]

* mahukate andmete analiilis leidmaks uusi seadusparasusi ja ootamatuid seoseid ning
summeerida andmed sellisel uudsel viisil, et need oleksid omanikule samaaegselt
arusaadavad kui ka kasulikud [2]

* mustrite avastamise protsess, mis peab olema automaatne voi (sagedamini)
poolautomaatne. Leitud mustrite sisu peab olema selline, et nad suudaksid juhatada teed

mdne teatud eeliseni, tldpiliselt &rilise konkurentsieeliseni [3]
Autori arvates on eelnenud definitsioonid oma tehnilisusega ning terminoloogia t6ttu valdkonnaga
alles tutvuda soovijatele keerukad. Lisaks ei tohiks olla tldine definitsioon liigselt méne kindla
tehnika keskne ega seotud konkreetse tegevusalaga. Pigem olgu andmekaevanduse definitsioon
Uldisem (nagu pakutud - analoogia traditsioonilise kaevandamisega ning vaartusliku
informatsiooni leidmine), hilisemalt annab alati minna vastavalt tédpsemale eesmargile
spetsiifilisemaks.

Koige uldisemas méttes on andmekaevandamisel kaks eesmérki: [1]
+ kirjeldamine — keskendub andmete selgitamisele, mis véimaldaks anallitikul nende
sisse ndha ning neid interpreteerida
* prognoosimine — véimaldab olemasolevate tunnuste pdhjal luua ennustusmudeleid
tundmatute vai tulevikuvaartuste leidmiseks.
Tuuakse vélja ka kolmas — juhtimata ning jarelevalveta avastamine (nt [2],[4]), ent tegelikult
vdiks selle pigem liigitada ikkagi kirjeldamise alla, sest tegemist ei ole niivérd eesmargiga kui
pigem protseduuri tliibiga, jaotades tehnikad selle jargi veel eraldi:
* juhitud tegevused — kiisimus, millele vastust otsitakse, on juba olemas — sihikindlalt
ligutakse selle vastuse leidmise suunas
* juhtimata, jarelevalveta ning juhuslik tegevus — ettevalmistatud andmehulgale
rakendatakse erinevaid tehnikaid, lootes leida midagi huvitavat;
Siiski ei tohiks eelnevat mdista selliselt, et arvutid ning algoritmid kaevandavad — seda teevad
ikkagi inimesed ning kaevandamisvahendite roll on abistav — véimaldada hakkama saada tohutute
andmehulkadega ning neid interpreteerida.
Loomulikult on véimalik ka eelnevaid protsesse automatiseerida, ent sellisel juhul pigem juba leitud
mudelite taasrakendamise kujul. Loovust ning sellele vastavat kaitumist on arvutitelt veel vara
loota.

ANDMEKAEVANDAMISE JA STATISTIKA ERINEVUS

Statistika, masindpe, andmebaasid ja andmeaidandus, mustrite leidmine, tehisintellekt, andmete
visualiseerimine — andmekaevandus oma interdistsiplinaarse olemusega on seotud kdigi nendega
ning tihti ka kirjeldatud labi nimetatute omavahelist I8ikumist. Autori arvates toob statistikaga
kdrvutamine ja vordlemine andmekaevandamise olemuse kdige paremini esile.

Seda enam, et hised jooned ei tundu liigselt juhuslikud ka Glejddnud maailma jaoks — statistikute
ringkondades on juba alustatud [5) diskussioone andmekaevandamise temaatikal eesmargiga:
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* proovida kasu l0igata vaga lahedase valdkonna populaarsuse kasvust

* otsustada, kas hakata artiklites avaldama survet, et andmekaevandamine kuulutatakse
lihtsalt statistika alamdistsipliiniks.

Pohiline erinevus [6] andmekaevandamise ja traditsioonilise statistika vahel, 1ahtudes toimimise
loogikast, on see, et formaalne jareldav statistika on juhitud oletustest — formaliseeritakse
hiipotees ning kontrollitakse seda teatud etteantud olulisuse nivool. Andmekaevandus on aga,
vastupidi, juhitud avastustest — mustrid ja hlipoteesid genereeritakse andmetest automaatselt.
Teisis6nu, andmekaevandust juhivad pigem andmed ning statististilist analGisi inimesed.
Proovides eelnevat vaidet laiendada, vBiks delda, et statistika puhul raagime andmete esmasest
analilsist — me teame juba ette, mida me soovime kontrollida ning kogume vastavalt ka
andmeid. Andmekaevandamisel aga vastupidi — Gldjuhul kasutatakse selliseid andmeid, mida
mingil muul pShjusel on juba varem kogutud ning niild viiakse Iabi andmete sekundaarne (vGi
jarjekorras veelgi hilisem) analiiis. Seetdttu on ka andmekaevandamist vahetevahel
defineeritud kui ,suurtes andmehulkades labiviidud sekundaarne andmeanaliiis eesmargiga
leida ootamatuid ning uudseid tulemusi.” [7]

Suurimateks erinevusteks statistika ja andmekaevandamise vahel v&ib pidada [7]:

* andmetabelite suurust — statistikud peavad andmete hulka suureks juba mdnesaja
tunnusega, igal juhul on tuhanded tunnused analiilisimisele juba tdsine katsumus.
Kindel on aga see, et maailma Uhe juhtiva telekommunikatsioonifirma AT&T ligi
500 000 000 000-objektise andmetabeli [8] analiilisimisega jéaksid traditsioonilised
vahendid hatta

* puuduvad ja vigased andmed (sh ilekaetus ja kordumised) — probleemi olemus on
tegelikult tihedalt seotud eelmise erinevusega. Néiteks 0,1% puuduvaid véi vigaseid
andmeid avaldaks tavaparastes statistilistes analliisides vaga vahe mdju, suurte
andmemahtude puhul tdhendaks see aga naiteks miljardist miljonit kirjet, mida ei saa
enam analliusi 18bi viies ignoreerida. Lisaks, et andmekaevandamisi viivad suurelt jaolt
juba 1abi ka mittestatistiku taustaga analtitikud, siis puuduvate ja vigaste andmete
maht vbib olla veelgi suurem. Nad aktsepteerivad seda, sest nad ei soovigi katte saada
I6plikku kindlust ja kinnitust, vaid vihjet hiipoteesile, mille paikapidamist tuleks veel
kontrollida

* mittestatsionaarsus - tihti ei ole enam aega koguda andmeid ning hakata neid
analliiisima, vaid andmebaas suureneb pidevalt. Adrmuslikes olukordades tuleb isegi
olla vimeline analiiiisima reaalajas — loomulikult sellised tegevused on rangete
piiridega ning seeldbi automatiseeritavad. Mittestatsionaarsuse probleemi toob k&ige
selgemalt valja informatsiooni vajamise kiirus — eelmise kuu miiligi- voi modtmiste
tulemuste analliusi téna kétte saada voib olla juba liiga hilja. Loomulikult on need kaks
probleemi kiilge vasturaakivad — soov saada andmeid aaretu kiirusega ning tohutud
andmehulgad, paraku andmekaevandamisprotsess toimubki pidevalt kompromissina
nende piirangute vahel

* mittearvulised vaartused. Klassikaline statistika tegeleb puhtalt numbrilise analiilisiga
ja kuidas analiitutik oma praktilised vajadused nendeks kodeerib, on iga kord
spetsiifiline. Andmekaevandamisel tegeldakse aga ka eriomaste andmetega — naiteks
pildid, tekst ning geograafilised andmed. Uldine eesmérk — leida huvitavaid mustreid
ning avada andmete sisemist struktuuri — kohaldub taiesti edukalt ka neile.
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Vaadates nliid eelmainitud punkte, voime ndha, et enamasti on statistika poolelt tegemist teatud
piiride seadmisega ning Uleastumiste mittetolereerimisega. Selge on see, et andmekaevandamist
ei ole voimalik vaadata ilma statistikata, ent eelneva pohjal voiks teadlaste taiesti loogiline kaik olla
andmekaevandamise lahterdamine statistika alla. Viimast pigem isegi mitte klassikaliseks ja
uudseks lahenemiseks, vaid moodustamaks terviklikumat slisteemi, mis vdimaldaks iihest kiljest
genereerida hupoteese poolautomaatselt tohututest andmehulkadest ja seejérel anallilitiku valikul
nende korrekisust ning usaldusvaédrsust kontrollida. Poolautomaatsuse aitaks &ara hoida
aktsepteeritavate intelligentsete valikute reaalne toimimine.

TEADMUSHOIVE ANDMEBAASIDEST NING SELLE PROTSESS

Teadmushodive andmebaasidest (knowledge discovery in databases) on mittetriviaalne protsess,
mille ké&igus leitakse andmetest paikapidavaid, uudseid, potentsiaalselt kasulikke ning
[6ppkokkuvdttes moistetavaid mustreid. [1]

Meenutades niilid selle definitsiooni kdrval andmekaevandamise definitsiooni, vGime néha
hammastavat, isegi segadusse ajavat sarnasust. Mis on siis ikkagi nende erinevus voi nad on
stnoniitimid? Tegemist ei ole siinoniilimidega — teadmushdive andmebaasidest kujutab endast
tervet protseduuride jada, mida on tarvis teha selleks, et andmetest peidetud teadmisi kétte saada.
Seega andmekaevandamine on iiks etapp teadmushodives andmebaasidest.

Teisest killjest ei saa andmekaevandamist Iabi viia ilma eelnevate protseduurideta ega pole temast
kasu ilma hilisema rakendamiseta, seetéttu lihtsustamise mottes loetakse neid tihti teadlikult
slinonllUmideks. Vaatamata sellele, et seni kdige autoriteetsema definitsiooni autorid Fayyad et al.
[1] sbnastasid lisnagi selgesti sellise definitsiooni hoopis kogu teadmushdive kohta ning kirjeldasid
andmekaevandamist kui ihte etappi (rakenduslikku vahendit) terves pikas protsessis, avaldatakse
jatkuvalt ja korduvalt llalesitatud definitsiooni andmekaevandamise definitsioonina, kusjuures
autoriks viidataksegi Fayyad et al.

Alguse tegijad [9] ning edasiarendajad [1] ndevad teadmushodivet andmebaasidest jargmisse
iteratiivse ning interaktiivse protsessina:

1. Valdkonnaga tutvumine ning piisavad eelnevad teadmised, vdimaldamaks protsessi ees-
marke naha tellija (kliendi) vaatepunktist.

2. Andmete valik, millest omakorda selekteeritakse sobivad atribuudid ning vajadusel ka alamhulk
kirjeid.

3. Andmete puhastamine ning eeltdotius — voimaluse korral eemaldatakse mira, pannakse
paika strateegia vigaste ja puuduvate andmetega ringikdimiseks, silutakse episoodilisi andmeid.
4. Andmete lihtsustamine ning neile dige kuju andmine.

5. Esimese etapi eesmargid seotakse kindla andmekaevandamise tehnikaga (nt summeeri-
mine, klassifitseerimine, regressioonianallilis, klasterdamine).

6. Avastav analiilisimine, andmekaevandamise algoritmide ja meetodi valik mustrite
leidmiseks.

7. Andmekaevandamine - valitud meetodi ning konkreetse algoritmi rakendamine.

8. Leitud mustrite ja vihjete interpreteerimine, vdimalik tagasipédrdumine kdigi esimese
seitsme etapi juurde — selle etapi 16puks vdidakse proovida tulemust ka visualiseerida voi vélja
pakkuda konkreetne mudel.
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9. Leitud teadmistele vastav kaditumine — mudelite integreerimine asutuse siisteemidesse
automatiseeritult, lintne dokumenteerimine ja aruandlus véi mudeli rakendamine turunduses vi
asutuse strateegia kujundamisel.
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Joonis 1. Teadmushdive etapid [1].

On veelgi loomulikum, et uuel ning GUha populaarsemaks saaval tegevusel vdib areneda vélja
mitu konkureerivat protsessimudelit. Onneks on lildises teadmushdives ja andmekaevanduses
suudetud pigem teineteist tdiendada ning koostdos ressursirikaste ettevotetega panna paika ka
kokkulepitud protsessikirjeldus.

Tohutuks edasiviivaks jouks kujunes kolme ettevotte initsiativ panna kokku ihtne
protsessimudel [10], mille autoriteks on Pete Chapman (NCR), Julian Clinton (SPSS), Randy
Kerber (NCR), Thomas Khabaza (SPSS), Thomas Reinartz (DaimlerChrysler), Colin Shearer
(SPSS) ning Riidiger Wirth (DaimlerChrysler). Statistikute juures korgelthinnatud SPSS
omandas andmekaevandamise oskusteabe teise ettevétte — ICL ostmisega, mille tulemusena on
ka SPSS koosseisus uus tarkvara SPSS Clementine.

Toorihm pani tulemusele nimeks Tegevusalast séltumatu standardiseeritud protsess
andmekaevandamiseks (CRoss Industry Standard Process for Data Mining — CRISP-DM).
Erinevus, vorreldes eelnevalt valjapakutud protsessidega, oli selgelt &riliste huvide kaitsmine —
s.t iga taoline projekt peab algama é&rilisest vajadusest ning I6ppema tulemuste rakendamisega
konkurentsieeliste saavutamise eesmargil.

-
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Joonis 2. CRISP-DM etapid.

Nende esitatud protsessimudel v&iks vélja néha selline (detailselt [10]):

* arilise poole maistmine — esimene etapp keskendub projekti &rilistele eesmérkidele ja
nouetele, ptutab formuleerida selle teadmise andmekaevanduse probleemipiistitusena ning
pakkuda vélja esialgse plaani eesmaérkide taitmiseks

* andmete mdistmine — etapp algab andmete kogumisega, sisaldab tegevusi nende
struktuuri ja sisuga tutvumiseks ning kvaliteediprobleemide tuvastamiseks. Lisaks
saadakse selles etapis juba esimesi vihjeid andmete kohta ning moodustatakse valjavatte,
millest voiks hlipoteese genereeruda koige edukamalt

* andmete ettevalmistus — kolmas etapp sisaldab endas k&iki vajaminevaid tegevusi
algsetest allikatest Iopliku andmetabeli moodustamiseks. Ldplikuks kutsutakse
andmetabelit siis, kui seda on sobiv ette sddta kaevandamisvahendile. Andmete
ettevalmistuseks vajaminevaid tegevusi sooritatakse suure tdendosusega korduvalt ning
ilma kindla jarjekorrata. Selliste tegevuste hulgas on néiteks tabelite, kirjete ning atribuutide
valikud, samuti kdikvdimalikud puhastamised ja iildkuju transformeerimised

* andmekaevandamine — valitakse sobivaid tehnikaid ning rakendatakse neid andmetele.
Thdpiliselt on olemas mitu erinevat Iahenemist samale probleemile, lisaks eeldavad méned
tehnikad andmetelt teatud kuju, mistdttu andmete ettevalmistamise juurde
tagasip66rdumine ei ole siin etapis harv juhus
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* hindamine/interpreteerimine — selleks hetkeks olete juba valja to6tanud mudeli (v6i ka
mitmeid mudeleid), mis naivad olevat vaartuslikud andmeanaliilsi seisukohalt. Enne
elluviimist on tahtis,et mudel kéidaks korralikult ka ariliste eesmarkide ning ndudmiste
mbttes taas labi kontrollimaks, kas ménda eeldust véi nduet ei ole unustatud. Peale
hindamise ning kogu senise protsessi llevaatamise pannakse tapselt paika jargmised
sammud

* juurutamine/elluviimine — mudeli loomisega Uldjuhul projekt ei IGpe. Isegi kui mudeli
eesmargiks on néiteks andmetest iilevaate saamine, tuleb saadud teadmine
korrastamise ja struktureerimise abil viia sellisele kujule ning presenteerida taoliselt, et
klientidel oleks sellest kasu. Tihti tuleb ka saadud mudel integreerida olemasolevatesse
otsuste vastuvdtmise protsessidesse. Néiteks teatud objekte (ettevotte kliente, tooteid)
mdnest kindlast aspektist hindav mudel tuleb realiseerida korduvate ja regulaarsete
arvutustéédena turunduse andmebaasides. Seega olenevalt ndudmistest vaib kogu
projekti valjund olla lihtsast tulemuste aruandest kuni keeruka korduva
andmekaevandamisprotseduuri implementeerimiseni kogu ettevottes. Tihti on antud
etapi l8biviivaks pooleks juba t66 tellinud klient, mitte taitev andmeanalldtik. Isegi kui
andmeanaliitik ise ei tegele juurutamisega, peab ta siiski kliendile juba ette tapselt
maaratlema kdik vajalikud sammud mudelite elluviimiseks.

Esmalt tasub kohe markida, et kui paljud artiklid piiidsid kummutada mingil ajahetkel tekkinud
valearusaama, justkui teadmushdive andmebaasidest oleks sama mis andmekaevandamine,
siis [10] nullis suures osas nende tehtud t66. Vaatamata sellele, et ka [10] kirjelduses on
andmekaevandamine vaid (ks etapp, sisaldab kogu protsessi nimetus ikkagi teadmushdive
asemel andmekaevandamist. Loomulikult véib siivenemisel télgendada seda ka Oigesti, et
tlejddnud etapid on lihtsalt kohustuslikud eelnevad ja jargnevad tegevused, kuid keskne tegevus
on ikkagi andmekaevandamine. Arvestades aga, et isegi artiklis [1] suudeti pealiskaudsel
tdlgendamisel terminoloogias palju segadust tekitada, siis artiklist [10] on seda loota veel
rohkemgi — seda enam, et sihtgrupiks ning esimeseks filtriks ei ole enam teadusasutustes
toéotavad inimesed, vaid erineva taustaga ariettevotete tootajad.

Vaatamata terminoloogiale andis [10] siiski tohutu panuse andmekaevandamise rakendamise,
eelkdige formaalsema raamistiku loomisega ning tegevuse tugevama sidumisega eesmarkidega
ja hilisema rakendamisega. Lisandus ka etapp, millele [1] veel tdhelepanu p&6ranud polnud —
arendamine, jdlgimine ning hooldamine. Eelkdige kirjeldas [10] kill tehnilist hooldamist
eesmargiga susteemide muutumisel vigadele kiiresti jalile saada, kuid tegelikult vois (eriti
rohutuse tottu, et kogu protsess on iteratiivne) valja lugeda ka Ghe lisaniiansi, millele méarksa
rohkem pani rdhku [6]: ka é&riline keskkond (loomulikult teisedki valdkonnad, kus
andmekaevandamist kasutatakse) muutub pidevalt, konkurendid voivad vélja tulla uute
toodetega, elukvaliteet muutub — kdik see vdib muuta klientide kaitumist ning seetdttu ei pruugi
varasema kaitumise pohjal kokkupandud mudel igavesti toétada — teda tuleb pidevalt
korrigeerida. Viimane teeb muidugi investeeringute tasuvuse osas ettevotetele kogu taolise
projekti Usnagi riskantseks, sest pideva rahastuseta voib kogu tegevus mdéttetuks osutuda.
Probleem nii tdsine siiski pole, kuna hinnanguliselt 80% kogu tdémahust on valdavalt eelnev
andmete korrastamine, digele kujule viimine ning tehnikate valimine. Seda enam, et tdnapaeval
on andmebaasidesse n-6 regulaarsed transformeerimisteenused juba sisse integreeritud,
vdimaldades péarast andmevoogude esimest transformeerimise kirjeldamist hilisemad muutused
juba automaatseks viia.
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Olles tildjoontes korrastanud protsessi korrektse 1abiviimise, on tldine trend taas valja to6tada uusi
ning tdiendada olemasolevaid tehnikaid ja algoritme.

PRAKTILISED RAKENDUSED

Jargnevates alapunktides on toodud valdkonniti andmekaevandamise voimalikud praktilised
rakendused, nimekiri pole sellisel kujul kindlasti I6plik. Pangandus, kindlustus ning
telekommunikatsioon ei ole esimeste hulgas mitte juhuslikult — nendes valdkondades on seni kdige
rohkem investeeritud andmekaevandusse. Seda kahel lihtsal pdhjusel: neil on kapitali, mida
sellesse investeerida, ning nad teavad, kuidas see investeering ennast isnagi kiiresti &ra tasub
ning vaga voimsalt neile kasumit genereerib.

Loomulikult ei taha keegi jaagitult uskuda, et kdikides valdkondades peab kéike méotma rahas —
heaks naiteks on meditsiin. Paraku on motivaatoriks taoliste projektide puhul siiski kulude
kokkuhoid (meditsiini alapunktist saab lugeda naidet, kuhu kulub ameeriklastel miljardeid), mitte
lllas soov paremini ravida. Samaselt ka teistes valdkondades — efektiivsus tdhendab raha.

Seega on jargmised alapunktid piihendatud eelkdige andmekaevandamisprojekti voimaldajate
motivatsioonile — ehk siis kuidas teenida andmekaevandamise abil omanikele rohkem raha.

TURUNDUS JA MUUK

Esimese rakendusena toome vilja turunduse ja miitgi tldiselt, sest sellega katame ettevotete ja
organisatsioonide tltipilise Gihisosa: kéik soovivad kellelegi midagi miiia. Vastus, miks kasutada
turunduses ja miligis andmekaevandamist, on lsna lihtne — selleks et moista paremini klientide
huve ja kaitumist.

Eestis ei ole rakendamine vorreldav suuremate riikidega, sest piisavalt suuri ettevotteid on véhe
ning maailma mastaabis suuri polegi. Kui aga tinglikult kuhugi alampiir tdmmata, siis autori
hinnangul vdiks andmekaevandamisest kasu saada jargmise suurusega ettevotted:

* kaive >50 miljoni krooni aastas;

* kliente kokku >1000 ja/véi mitgiarvete ridu aastas keskmiselt >50 000.
Eelnev ei ole kindlasti 1oplikult maarav, ent filtreerib enam-vahem oiglaselt vélja ettevotted, kus ei
ole mdtet andmekaevandamise peale mdelda (investeeringuteks raha raisata). Kindlasti voiks see
ka vidiksematele firmadele anda vaartuslikku informatsiooni, ent investeering ei tasuks ennast
majanduslikult &ra. Seda enam, et eelnevalt toodud piir on Uisnagi leebe iseloomuga ning kaasab
ka palju kohalikke keskmise suurusega ettevotteid.
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Jargnev tabel peaks andma iilevaate, millistele kiisimustele {ildse andmekaevandamise abil
vastust leida voib:

Tabel 1
Tehnoloogiate vordlus

Pohilised turundusalased rakendused on jargmised [11]:

36

* kliendiprofiilide leidmine ning segmenteerimine (profiling and segmentation) —

otseturunduses ehk individualiseeritud turunduses ei ole kliendiprofiilide leidmine ning
segmenteerimine uus — mida tédpsemalt ja vdimalikult vadikese kuluga potentsiaalsed
ostiad ara tabada, seda vOimsam kasum. Andmekaevandamine pakub vdimaluse
téodelda suuremat kliendibaasi rohkema ja kaudsema informatsiooniga, kus tunnusteks
on peale traditsioonilise demograafilise bloki ka ostukditumised ja -harjumused. Lisaks
pakub tugevamat ennustusaparatuuri

ristmilk (cross-selling and up-selling) — juba rahulolev klient ostab keskmisest suurema
tdenaosusega samalt pakkujalt ka teise toote (naiteks lisaks sdiduki kindlustusele ka
elukindlustuse) v6i annab olemasoleva toote asemele miilia suurema/parema (naiteks
elamu kindlustamine suurema summa peale). Tundes toodetevahelisi seoseid, on
vdimalik Uhe toote kampaania abil véimendada teise miiiiki

kliendikaotuse viéltimine (cusfomer retention, customer attrition, churn management) —
kdrge konkurentsiga tegevusalades tdhendab uue kliendi saamine teisele firmale kliendi
kaotust — sellest v&imalikult varakult teadasaamine vdib aidata seda véltida. Kliendi
kadumine on igal juhul ettevottele suurem kahju kui uue kliendi saamisest tulenev kasu
(millest tuleb maha arvestada ka saamisele kulunud ressurss). Teisest kiijest
kasutatakse kliendikaotuse mudeleid ka hinnakujundamisel — naiteks hinnatéusu puhul
arvestades teadlikult loobumistega. Viimast loomulikult eeldusel, et hinnatdusust saadav
raha on suurem loobujatelt saadavast

eluaegse vadrtuse hindamine (LTV - /ifetime value) — kogu kliendiksolemise aja jooksul
sissetuleva raha maaratlemine, lojaaine klient on lisaks ka vahem hinnatundlik.
Kindlaksmaératud tdendosusega potentsiaalse teenitava summa teadmisega on vdimalik
toetada tulevasi investeeringuid.
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PANGANDUS

Lisaks eelmises punktis valjatoodud toodete ristmidgile ning klientide paremale tundmisele,
profileerimisele ja sailitamisele, on panganduses ka mitmeid spetsiifilisi rakendusi, naiteks:

* investeeringute optimaalne juhtimine ning riskide hindamine

* krediidiriskide hindamine

* krediidi kulukuse maara véimalikult tdpne hindamine.

Korge sissetulek?

®

/
JAH \E'

Kérgharidus ? S b

Kdrge risk
JAR El
' 4
' ®
Madal risk Keskmine risk

Joonis 3. Laenuriski lihtsustatud otsustuspuu.

KINDLUSTUS

Kindlustussektoris hakati andmekaevandamist rakendama esimeste seas. Tapsemalt,
olemasolevaid statistilisi ning adaptiivseid mudeleid prooviti korrigeerida ning rakendada tha
suuremate andmebaaside puhul — lihtsalt algselt ei kutsutud seda andmekaevandamiseks.
Mahtude suurenemisel tuli paratamatult seda t66d tegema hakata andmekaevandamisvahendite
abil, sest spetsiaalne (sisuliselt olemasolevate vahendite) tarkvaraarendus ei oleks majanduslikult
otstarbekas. Pohilisteks andmekaevandamise kasutusvéimalusteks kindlustusvaldkonnas on:

* riski ennustamine ja hindamine

* hinnakujundus

* kahjunbuete tootlemine ja analiius

* kindlustuspettuste ning keerukamate petuskeemide avastamine

Kindlustuspettuste'st saab raakida ka riiklikes organisatsioonides, naiteks haigekassa huvitiste
valjapetmine.
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TELEKOMMUNIKATSIOON

Lisaks turunduslikule aspektile (toodete paremale kujundamisele, positsioneerimisele ning
ristmudgile) ning pettuste ja krediidiriskide hindamisele on telekommunikatsiooni-spetsiifiliselt
pbhjalikumalt uuritud andmekaevandamise rakendamist ka ulatusliku vérgu monitoorimisel (nt
[12], [13], [14], [15]).
Koostéos telekommunikatsioonifirmadega on vélja td6tatud tarkvara nimega TASA (Telecom-
munication Alarm Sequence Analyzer), mille prototllbid on juba reaalses kasutuses.
Ténapadevased keerulised vorguseadmed genereerivad terve siisteemi peale paevas tohutul
hulgal alarme — enamik neist pole tahtsad ning osade puhui hindavad seadmed lokaalselt viga
ebatapselt. Kasutusele vdeti sagedaste episoodide anallils (sequential patterns), mis olemuselt
on assotsiatsioonireeglite leidmine koos lisandunud ajalise m&otmega.
Anallusi tulemusel suudetakse paremini:
¢ tuvastada korduvaid ja lilemaaraseid alarme
* senise kogemuse pdhjal ennustada soéltumatute Ilokaalsete alarmide pohjal
Ulesusteemilist viga — kindel jarjestus lokaalseid alarme (ildjuhul viitab mdnele suuremale
uldisele veale;
» torked vdivad olla omavahel ka seotud, mistdttu teatud tdrgete jarel osatakse juba
ennustada, kus jérgmisi alarme oodata on, ning ennustada ka lldiseid stisteemi vigu.

MAKSUAMET

Enim levinud rakenduseks on rahapesu skeemide tuvastamine. Pdhjalikumalt saab protsessi
ning valjatéétatud mudelitega tutvuda [16]. Hakates inimjéul tdestama, et moni ettevote tegeleb
pettusega, tasub tohutuid andmemasse klasterdades naiteks igaks juhuks téhelepanelikuma
pilguga lle kaia kdik arvuti poolt samasse lahtrisse asetatud ettevotted. Véaljapakutud ettevotted
ei pruugi tegelda veel kelmustega, ent taoliselt voib tuvastada ka mone tldisema petmisskeemi
mudeli, mida analiittikud seni hoomanud pole.

Ka Eestis on maksuametis umbrikupalkade maksmise tuvastamiseks rakendatud
andmebaaside abi. Viimasel juhul tehti siiski valjavite mustrist, mida genereeris oma ala
spetsialist, mitte automaatselt moni algoritm: kdik suurte kaivetega ettevétted, kelle t66jdukulud
on vaiksemad selle piirkonna keskmisest palgatasemest. Selle pdhjal viks arvata, et korralik
algus on tehtud ning varem voi hillem rakendatakse ka vahemate kahtlustunnustega
maksupetturite leidmiseks andmekaevandamist.

Autori hinnangul on pankade ning kindlustusasutuste koérval just riiklikud organisatsioonid need,
kes voiksid igapaevasest andmekaevandamise rakendamisest kdige rohkem véita.

KURITEGEVUSEGA VOITLEMINE

Eelnevates punktides sai mitu korda kasitletud kdikvoimalikke kelmusi ning iildise sisteemi
norkade kohtade &rakasutamist. Kelmuste avastamine (fraud detection) on seni olnud
kaevandamise praktilise rakendamise lipulaev, sest kurjategijad proovivadki ekspluateerida
inimeste vbimetust suurte hulkade puhul avastada seda, et mangitakse véikestele
kdrvalekalletele. Kuna viimaste avastamine ongi andmekaevanduse ks pohilisi tugevaid kulgi,
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siis on tanaseks enamik suure klientide arvuga ettevétteid suutnud edukalt arendada endale taolisi
stisteeme.

Tasapisi on vdimalik rédakida andmekaevandamise kasutamisest ka riiklikul tasandil kuri-
tegevusega voitlemiseks, seda seni eelkdige suhtlemisvorgustike (mustrite!) avastamiseks ning
analliisimiseks. Suuremad ettevdtted on proovinud oma té6tajate suhtlemist e-posti ning telefoni
teel kaardistada — sellisel juhul oleksid tulemuseks omavahel suhtlevad osapooled, mida on isegi
kaalutud graafina voimalik tles joonistada. Taolise graafi analliisimine tooks vélja omavahel kdige
tihedamalt suhtlevad osapooled, mis vdimaldaks analiiiisida, kas meeskonnad on kdige
optimaalsemalt planeeritud ning kas tdotajad ei suhtle pdhiajast ettevéttesiseselt selliste
inimestega, kelle peale ei tohiks nad tegelikult aega kulutada.

Riiklikul tasandil on suhtlusmustrite avastamist proovitud rakendada [17] kuritegelike
grupeeringute piiritlemiseks, struktuuri ning véimuhierarhia tuvastamiseks.

Lisaks on juba mitmeid néiteid, kuidas pltitakse lahendada traditsioonilise té6ga lahendamata
jaanud kuritegusid. SPSS suutis Suurbritannias [18] juurutada politseitéésse andmete analidisi,
mis vdimaldaks tabatud kurjategijate kaitumismustrite jargi siduda neid vanade lahendamata
kuritegudega.

TOOTMINE

Uldiste néidetena vdiks vilja tuua:
* kvaliteedikontrolli mudelite parandamine
* protsessimudelite korrigeerimine
* garantiide juhtumik&sitlus (tugev analoogia kindlustusega) — garantiipettuste avastamine,
teatud mudelitel tudpiliste ehitusvigade tuvastamine, varuosade vajaduse prognoosimine
* automaatse diagnostika ekspertsiisteemid.

TEKSTIANALUUS, DOKUMENDIHALDUS

Teksti kaevandamises on tdstatatud kisimus: kas on véimalik ndha ka teksti sisse samamoodi,
nagu me puuame avada traditsiooniliste andmetabelite sisu. Strateegiaid ning lahenemisi on
mitmeid [19]:

* statistiline - td6delda dokumente nagu suurt hulka séltumatuid tunnuseid (anallilisida vib
sbnade vGi n-grammide kaudu, viimaseid on tarvis selleks, et paremini suuta analtisida
murarikkaid tekste ning dokumente, kus on korraga esindatud mitu keelt)

* lingvistiline — analiitisida dokumendi stintaksit ning semantikat

* graafiline — késitleda dokumente visualiseeritavate objektidena; niisugune lahenemine
nduab siiski analliltikutelt tugevat voimet vastavaid mustreid avastada.

Thupilised valjakutsed teksti kaevandamisele voiksid olla:

* kas need dokumendid on kirjutatud sama inimese poolt?

* kas need dokumendid puudutavad samu kisimusi ning temaatikat?

John Madison, John Jay ning Alexander Hamilton kirjutasid aastal 1787 konstitutsiooni kiiremaks
labisurumiseks terve seeria esseesid, mis avaldati nime all ,The Federalist Papers* [21]. 11 autorit
88-st on teada vaid oletuslikult.
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Kjelli ja Friederi [22] hiipoteesiks oli, et n-grammide abil on véimalik leida tekstides mustreid ning
seelabi tuvastada autor. Valiti valja véimalikult unikaalsed n-grammid ning pudti neid
segmenteerida. Leiti, et John Madison kirjutas tegelikult kaik {iksteist tundmatu autori esseed.

Sarnaseks mahukamate tekstide anallisinaiteks vi tuua veel Dr. Charles Nicholas’ [19] piibli-
teksti sigavamad uurimused (seda enam, et piibel on kirjutatud heebrea, kreeka ja aramea
keeles ning kaks esimest on on-line-versioonidena Internetis levinud), kui ta proovis vastata
teoloogidele kaua arutlusainet pakkunud kiisimustele:

* kas prohvet Jesgja puhul oli tegemist ainult (ihe inimesega?

* kes on Deuteronoomiumi ehk Viienda Moosese raamatu autor?

* kes on esimese ja teise Ajaraamatu autor?

* kas apostel Paulus kirjutas k&ik Epistlid?
Kbige rohkem saavad tekstianalliiisiga seotud uuringutest modjutusi  tulevased
dokumendihaldussiisteemid, mis peaksid véimaldama tekste automaatselt lahterdada autori
ning teema kaupa.

MEDITSIIN

Andmekaevandamise kasutusvdimaluste uurimisel meditsiinis on suurimaid investeeringuid
teinud ilmselgelt ravimifirmad, sest uute ravimite projekteerimine (drug design) on juba oma
olemuselt aaretult lldiselt véetuna kombinatsioon ainetest, millele organism (iht véi teist moodi
reageerib (uurimiseesmargiks seega eri kombinatsioonide lahterdamine). Erinevad vahendid
tohutute katsetulemuste ning kdrvalndhtude andmebaasist teadmiste kaevandamiseks pakuvad
juba tana uute ravimite véljatodtamises kulude kokkuhoidu.

Heade naidetena on jargnevalt ara toodud veel kaks projekti, mille puhul on erasektori asemel
tegemist riiklikul tasandil algatatud uuringutega.

Singapuri elanikest umbes iga kiimnes pdeb suhkruhaigust, millel on mitmeid kérvalnshte —
suurem risk silmahaiguste, neeruhaiguste ning muude tiisistustega. Varajane haiguse
avastamine ning korralik ravi véimaldavad neid véltida. Haiguste vastu vditlemiseks alustas
Singapur aastal 1992 haigete regulaarset jélgimist — patsientide informatsioon, Kliinilised
simptomid, silmahaiguste diagnoosid ning raviinfo salvestati andmebaasi. Tanaseks on suutnud
nad antud slsteemi Usnagi hasti to6le rakendada, pdhjalikuma ililevaate saamiseks ning
tehnoloogiaga tutvumiseks vdib lugeda [23]. Uuringus kasutati seadusparasuste otsimiseks
andmekaevandamise assotsiatsioonireeglite leidmise tehnikat.

Teine, ilmselt veelgi vdéimsama toetusega praktiline rakendus on kasil neeru dialiiiisi
patsientidega Ameerikas [24]. Umbes 370 000 ameeriklast on neeruvaeguste puhul sellises
staadiumis, kus dialilis vdi neeru transplantatsioon on eluliselt vajalik. Aastane kulu
neeruhaigete ravile on 12 miljardit dollarit. HemodialtUsis patsientide jalgimisel jaab maha tohutu
suur hulk meditsiinilist infot, mistdttu arstidel on mustrite nagemine ile pikema aja tsnagi
problemaatiline. Tehnika ei paku uusi lahendusi, vaid laiendab analiiiisimisel ajalist akent, mille
sisse mahtuvat spetsialist suurte andmemahtude téttu enam haarata ei suudaks.

Seniste juhtumjanaliiiside pohjal ning patsientide ajalooliste raviandmete analiilisimine
vbimaldab vastavalt andmekaevanduse olemusele kirjeldada hetkeolukorda tapsemalt ning
ehitada prognoosimiseks paremaid mudeleid.
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JAEKAUBANDUS

Andmekaevandamise populariseerimine ning eriti assotsiatsioonireeglite leidmise probleem (as-
sociation rules, affinity analysis) volgneb suuresti tdnu ka jaekaubandusega tegelevate ettevotete
investeeringutele. Algselt tuntigi assotsiatsioonireeglite temaatikat rohkem ostukorvi analliisina
(market basket analysis).

AnaltiUsi sisu on tegelikult lihtsalt moistetav: isegi korvi isikuga sidumata on vdimalik koéikide
kassas registreeritud ostukorvide sisu analiiisides leida omavahel tugevalt seotud kaubad,
tapsemalt, milliseid kaupu ostetakse koos. Anallilisi eesmérk on leida huvitavaid seoseid, mis ei
oleks liiga triviaalsed (nditeks sai ja leib), kuid mis naitaksid piisava kindlusega, et kahte (voi
enamat kaupa) ostetakse tihti koos.

Taolise uuringu tulemust saab jaekaubanduses tdhusalt rakendada mitmel moel:
* paigutada koosostetavad kaubad teineteise 1ahedale, suurendades nénda nende molema
midki (soovitud toote mitteleidmisel vdib klient ka loobuda)
* asetada koosostetavad kaubad teineteisest voimalikult kaugele, suurendades nii véimalust,
et teel teise kauba juurde ostetakse emotsioonide ajendil ka muid kaupu
* toodete paigutus riiulitel, riiulite paigutus, kliendi liikumise optimeerimine
* sooduskampaaniate ning kupongide abil vdimendada Uhte kaupa reklaamides teise miiliki.
Sooduskampaania varjus klient tegelikult ei anna endale aru, et teine toode on samavérra
(v6i isegi rohkem) kallim
* odavamat kaupa on alati lihtsam miilia — seega vdib olla kasulik odava kauba (millega koos
tegelikult alati ostetakse ka seotud kallim kaup) reklaami rohkem investeerida;
Andmete maht, mida jaekaubanduse andmebaasides tdodeidakse, esitab juba véga tdsise
viljakutse riist- ja tarkvara tootjatele, sest mitmed eksperdid on andnud hinnangu, et Wal-Marti
andmebaasid (eriti tulevase RFID tehnoloogia m&jul) vdivad juba ldhiaastail lletada 1 petabaidi (=
1 000 terabaiti = 1 000 000 gigabaiti). Lisaks sligavale analiilisimisele peab nende siisteem Retail
Link hakkama saama [20] ka enam kui 7500 tarnijale tdpse jooksva mulgiinfo serveerimisega,
vbimaldades neil oma tootmist ning ladusid paremini planeerida.

TULEVIK

Esmalt tuleks kindlasti vélja tuua iiha valjenev poliitiline trend, mille arengut kérpivaid mojusid voib
tunda ilmselt juba lahiaastatel — uuritavate range privaatsuse tagamine. Olgugi, et andmekaitse on
alati olnud tundliku informatsiooniga tegelejatele kohustuslik nbue, on andmete kogumise ning
laiatarbe anallilisitarkvara levikuga tekkimas olukord, kus informatsiooni lekkimise risk on korge.
Teiseks killjeks on privaatsuse eetiline aspekt — kas on &ige tunda inimeste kaitumist ning seda
ekspluateerida?

Uldiseks trendiks slsteemides ja rakendustes on suund muutuda automaatsemaks, kuhu
professionaali oskusteave oleks juba (iha rohkem integreeritud. Teisest kiljest kaotaks see
pdhilise konkurentsieelise, mida spetsialisti loovus vdimaldaks. Seetottu usub autor, et antud
valdkond peaks jiddma alati teatud mottes poolautomaatseks ning tdisautomaatsena oleks
susteemil motet ainult ettevottesisesena (mille kitsad piirid seadistab eelnevalt siiski spetsialist).
Laiatarbetarkvara, mis sisseehitatud oskusteabe abil lubab konkurentsieelist, on nonsenss.
Konkurentsieelise tekitavad siiski inimesed, olgugi et andmekaevandamise abil suurema
vdimendusega.
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